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概要
単眼カメラを手の甲が映るように配置した腕輪型デバイスから得た映像を処理

することで物理的なマウスと同様のクリック認識を実現する手法を提案する．本
研究では，スマートウォッチのような腕輪型デバイスにそのようなカメラが搭載
されることを想定している．実際に昨今のスマートウォッチには写真撮影目的で
カメラが埋め込まれたモデルも発売されている．しかしこの場合，カメラの映像
では指の動きは観測できず，マウス操作では手全体の動作もわずかである．その
ため，マウスのクリックジェスチャといった小さな変化を手の甲の映像のみから
予測可能であるかどうかを調査する．本稿では手の輪郭や手の甲の僅かな変化を
詳細に観測するため「ClickNet」を設計した．ClickNetはクリックジェスチャを予
測するCNNLSTMネットワークである．ClickNetを学習させるため被験者を募り
データ収集を行い，ラベル付けを行うことでデータセットを作成した．このデー
タセットを用いてモデルを学習させ評価をした結果，ジェスチャ予測のF1スコア
が 0.88390となった．
本研究では次のような新規性がある．まず手首に装着したデバイスを用いるこ

とでウェアラブルでない動作推定手法と比べ，携帯性に優れるとともに，ユーザが
努力せずとも手を継続的に視野に収めることが可能である．次に小型の単眼カメ
ラを用いるため特別なセンサが不必要であるとともに，既存のスマートウォッチ
の内蔵カメラを活用することも考えられるためコストを低く済ませることができ
る．アクセサリとして腕時計を日常的に身に付ける場合が多く，スマートウォッ
チという腕時計の形状をしたデバイスも普及しているため，抵抗感なく身に付け
やすい形のデバイスになっている．さらに，既存手法で問題となっていたセマン
ティックセグメンテーションやオプティカルフローの計算コストの問題を蒸留を
使うことで解決した．
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第1章 はじめに

近年，ヘッドマウントディスプレイ (HMD)を用いる VR/ARデバイスや小型
タッチパネルを用いる時計型デバイスが普及している．HMD型デバイスではボ
ディトラッキングやコントローラを，時計型デバイスでは身につけた腕時計サイ
ズのタッチパネルをそれぞれ入力インターフェースとして用いる．これらの入力
インターフェースを用いることで，ハンズフリーの利便性や没入感を実現してい
る．一方，上記の入力インターフェースでは，マウスによるカーソル操作やスマー
トフォンなど大きな操作面でのタッチ操作の場合と比べ，テキスト入力や精密な
ポインティングといった細かい動作を行うことが困難である．ポインティングや
決定といった動作はGUIとのインタラクションでは基本的な動作であり，GUI操
作のしやすさなどのようなユーザーエクスペリエンス (以下UX)に大きく影響す
ると考えている．これをモバイルな環境やバーチャル空間内など物理マウスが手
元にない，持ち歩いていない場合でもある場合と同様にマウスに似た入力方法を
利用可能にするシステムを提案する．
課題の解決策としてハンドトラッキングにより手の動きを追跡し入力として利

用することが挙げられる.既存のハンドトラッキングデバイスとして,データグロー
ブなど手袋型のデバイスや LeapMotion1といった設置型のトラッキング用カメラ
がある．さらに，ハンドトラッキング/ハンドジェスチャ認識の研究は盛んであり，
設置型，ウェアラブル型の双方で研究が進められている．既存手法をモバイル環
境で利用することを考えた場合に次のような問題点が挙げられる．

• 携帯性 - Kinect2など設置型のカメラが必要な場合は持ち運びに難がある．

• トラッキング範囲 - カメラの範囲外に出るとトラッキングが不可能である．

• デバイスのサイズ - グローブ型やセンサが大きい場合場合手の動きを阻害す
る場合がある．

• 特別なセンサ - 赤外線カメラ [43]やEMG[43]，FSR[17] などの特殊なセンサ
が必要となる．

これらの課題点やモバイル環境，仮想空間内での利用を想定し，スマートウォッ
チの利用を考えた．腕に装着するデバイスはトラッキング対象の手を常時観測可

1https://developer.leapmotion.com/
2https://developer.microsoft.com/ja-jp/windows/kinect/
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能であるとともに小型であり，携帯性，トラッキング範囲，デバイスサイズの問
題を解決できる．加えて，スマートウォッチの側面に埋め込み可能な単眼カメラ
を用いた手法を構築することで，特別なセンサをデバイスに埋め込む必要がなく
なるためコスト面でも有用であると考えている．
腕輪型デバイスに装着した単眼カメラを用いてハンドトラッキングを行う手

法として BackHandPose[88]がある．BackHandPoseは RGB映像に加えて Opis-

thenar[90]で用いられたModified MHI(Motion History Image[8])を利用すること
で皮膚の変形を観察し，ハンドトラッキングを可能にしている．
既存手法から腕輪型デバイスを用いたハンズフリーマウスを実現することは可
能であると考えた．ハードウェアとして小型魚眼カメラを設置した腕輪型デバイ
スを設計した．このデバイスの映像から右/左クリックジェスチャを認識するた
め，BackHandPoseで提案されたDorsalNetを参考にネットワーク「ClickNet」を
設計した．システムはまず，映像から手のみを抜き出すため FastSCNN[61]を用
いたHand Segmentationを行い，これを処理することでOpticalFlowを計算する．
OpticalFlowは ClickNetによって処理され，それぞれのジェスチャである確率が
出力として返される．
手法の有効性を確認するため，データを集めデータセットを作成するとともに
そのデータセットを用いてネットワークを学習させることで精度を検証した．指
標として F1スコアを用いて検証した結果，全体のデータを用いた検証では F1ス
コア 0.88385，個人データを用いた交差検証では最高でF1スコア 0.91957，平均で
0.86788を得た．
本稿は次のような新規性がある．

1. マウス動作の際の僅かな動きを検知し予測可能なネットワーク：マウス動作
によって起こる手の甲の変化を観察し，ラベル付けを行うことにより，手の
甲の動きのみでクリック操作の学習が可能になった．さらにオプティカルフ
ローを利用することにより手の甲の細かな変化を学習しやすくしている．

2. モバイルデバイスに適した小型のネットワーク：MobileNetV3のアーキテク
チャを活用することで関連研究より小型かつCPU上での計算に適したネッ
トワークになっている．

3. MARS[14]を活用した処理の高速化：MARSの蒸留方法を活用し，RGB画
像の入力のみで，OpticalFlowを入力としたモデルと同様に動き情報をエン
コードすることが可能になっている．これによりOpticalFlowの計算（平均
処理時間：0.09373秒）とセマンティックセグメンテーションの処理 (平均処
理時間：0.00491秒)が不要になり，平均 0.00521秒で処理可能になった．

2



第2章 関連研究

本稿に関連する研究領域として，以下が挙げられる．本章ではこれらの既存研
究について述べ，最後にこれらの研究と比べた本研究の利点を述べる．

• ハンドジェスチャ認識/トラッキング

• ニューラルネットワークを用いた画像処理

• バーチャルマウス/ポインティングデバイス

2.1 ハンドジェスチャ認識/トラッキング
2.1.1 ウェアラブルでない手法
ウェアラブルでない方法として，まずマーカーを用いたモーションキャプチャ手

法 [27]が挙げられる．マーカーベースの手法は高精度にトラッキングが可能であ
るがトラッキング対象へのマーカー装着に加え，外部にも器具 (カメラなど)の設
置が必要である．そのため昨今では，マーカーレスの手法が研究されている．カ
メラベースのトラッキング手法としては，まず，映像にモデルフィッティングを
適用し，手の形状を再構築する手法が考案された．この中には複数のカメラを使
用する手法 [55]や深度カメラを用いる手法 [34, 62]，単眼カメラ一つで推定を行う
研究 [48]がある．昨今ではニューラルネットワークを用いた手法が広く使われる
ようになり，画像から直接，推定を行う手法 [25, 35, 69, 75, 81, 94]が主流になっ
ている．ニューラルネットワークにより，カメラのみで高精度なトラッキングが
可能になったが，これらの手法は外部 (手が観測可能な位置)に設置したカメラが
必要であり，携帯性に難があるため日常の様々な場面で同様に使いたいと考えた
場合にふさわしくない．
カメラ以外を用いた手法としては LED[50]，Wi-Fi[42, 79, 78]，音響センサ [60]

を利用した研究が存在する．これらは精度，測定可能な距離，そして指の動きが
推定できないなど自由度が少ない．
ウェアラブルでない手法の中では J.Songらの論文 [74]がスマートフォンのカメ

ラを活用しており，モバイル環境での活用も期待できる．しかし，片手でカメラ
を持ち，もう片方の手でジェスチャをするため，両手がふさがってしまう問題が
ある．
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2.1.2 ウェアラブルデバイスを用いた手法 (腕以外に装着するデバ
イス)

体にデバイスを設置することで外部のセンサが必要なくなり，モバイルな環境
で利用することが可能になる．
手，腕以外に装着する手法として，肩に載せる手法 [73]，胸部に設置する手法

[33, 65]，靴に設置する手法 [5]，帽子に装着する手法 [89]がある．しかし，手がカ
メラの視野に入るように手を保つ必要があり，疲労が発生する．このようにタッチ
パネルやトラッキングを用いたインタフェースを利用していて起こる疲労はゴリ
ラ腕 [37]と呼ばれており問題になっている．さらに，最近普及し始めているHMD

を用いた手法 [38]もあるが，OculusQuest1，Microsoft Hololens2，HTC Vive3 な
ど，HMD型のAR/VRに最適化された手法であり，モバイル環境での利用に適し
ていないとともに，上で挙げたゴリラ腕問題が発生し得る．
手に装着する手法としてセンサ付きグローブを装着する手法 [12, 13, 26]が一般
的である．グローブ型ハンドトラッキング分野のサーベイ論文として [19, 76]が
ある．グローブ型デバイスは高精度なトラッキングが可能なため，映画や産業で
利用されるがデバイスのサイズや価格の面，そして装着にかかる時間など問題が
あり，日常生活での利用には適していないと考えられる．他に昨今に製品化され
た技術としてOculusTouch4などのコントローラ型のハンドトラッキングがある．
近接センサや静電容量センサにより手の部分的なトラッキングを可能にしており，
Arimatsuらの論文 [2]やAirPicher[68]でも同様手に持つタイプのデバイスが提案
されている．その他に手の甲にセンサを付ける手法 [52, 40, 47]，指輪型デバイス
を装着する手法 [9]なども提案されているが，限定的なジェスチャしか認識できな
い，特別なセンサが必要となるなど日常的な利用には適さないと考えている．

2.1.3 ウェアラブルデバイスを用いた手法(腕に装着するデバイス)

人間は日常的に腕時計を身に付けていることから，他の形状をしたデバイスと
比べ腕輪型デバイスはほかの形状のデバイスに比べ親しみやすい傾向にあり，特
にスマートウォッチは腕時計の代替として人気になっている．そのため腕輪型デ
バイスを用いたハンドジェスチャ認識，ハンドトラッキングに関する研究が盛ん
に行われている．
センサを用いた手法として，EMG[58, 67, 53]，FSR[17],EMG+FSR[58]，オプ

ティカルセンサ [23, 56]，静電容量センサ [63, 82, 51]を用いた手法は手の表面の変
化を観測することでジェスチャ認識をしている．特に EMGを用いた手法に関し

1https://www.oculus.com/quest/
2https://www.microsoft.com/ja-jp/hololens
3https://www.vive.com/jp/
4https://www.oculus.com/rift-s/
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てはMyo5として製品化されており，5つの異なるハンドジェスチャを認識可能に
なっている．他に，EIT[92, 93]，生体音響信号 [49, 1, 18, 91]，超音波 [57, 71]を利
用した手法があり，これらは手や腕の内部で起こる変化を観測することでジェス
チャ認識をしている．NIR[56, 44]や距離センサ [23]を用いた形状認識による手法
もある．これらの手法の欠点は特別なセンサが必要であり，ウェアラブルデバイ
スに組み込まれる可能性が低いことである．
一つの例外として挙げられるのが IMUを用いた Serendipity[86]である．近年の

ウェアラブルデバイス (ex.スマートフォン，スマートウォッチ，HMD)に IMUが
組み込まれていることが多いため，モバイル環境での手法を考える際に IMUを利
用することは合理的だと考えている．しかし，識別可能なジェスチャは 5つのみ
であり，さらに 50Hzで取得したデータを他のサーバに送信しリアルタイム計算を
可能にしているためモバイル環境での利用は難しい．
カメラを用いた手法で一般的なものが手の内側を撮影する手法である．このタイ
プの手法として IRレーザ+IRカメラを用いるDigits[43]，加速度センサとLEDの
フラッシュを用いるDigiTap[84]，単眼カメラの映像から推定を行うWristCam[84]

がある．これらの手法は指先が映像に映っているかどうかに大きく依存する問題
がある．次に手の外側 (甲)の映像から推定する手法がある．このタイプのデバ
イスは指先が見えにくくなるため，ジェスチャ推定が難しくなる．Chenら [10]

は高い位置にカメラを配置することで指先を観測可能にし，ASL(American Sign

Language)5種類を推定した．Opisthenar[90]では，IRカメラを利用し手の甲の変
形を観測することで，11種類のASLと指のタッピングジェスチャの推定を行った．
BackhandPose[88]ではOpisthenarの手法を単眼カメラで可能するとともに，ネッ
トワークに変更を加えることでハンドトラッキングも可能にした．手の内側と外
側の両方にカメラを設置する方法として，FingerTrak[32]がある．FingerTrakで
は 4つのサーマルカメラを腕の周囲に等間隔で配置することで手のシルエットを
取得し，そのシルエットを学習させることでハンドトラッキングを行っている．

2.2 ニューラルネットワークを用いた画像処理
昨今ではジェスチャ認識，ボディトラッキングを含む画像処理分野においてニ
ューラルネットワークを用いたアプローチが主流となっている．CNN(畳み込み
ニューラルネットワーク)により画像の特徴を学習することが可能になり，それ
により画像から手の形状を認識することが可能になった．2020年には自然言語
処理の分野で SOTAとなっているTransformerを画像処理に適用したViT(Vision

Tranformer)[21]が提案された．さらに 2021年にはMLPを画像処理に適用した
MLP-Mixer[80]が提案された．しかしこれらのモデルは画像一枚毎に計算するた
め，動画を処理する場合には適していない．ここでCNNを拡張し動画認識を行え

5https://www.bynorth.com/
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るようにする研究が行われている．この分野で提案されているネットワーク構造
として，CNNとRNNを組み合わせたCNN-LSTMやLRCN[20]，元の映像とオプ
ティカルフローを入力として別々に計算を行い最後に結果を結合する two-stream

network[72, 24]，3次元で畳み込みを行う 3D CNN[39]などがある．3D CNNは動
画認識分野で良く用いられている手法だが推論時間，消費メモリの観点でコストが
大きい．Transformerをベースとした動画認識モデル [7, 3, 59]も提案されている．

2.3 ポインティングデバイス/インタフェース
ポインティングデバイスとはコンピュータとのインタラクションを可能にする

デバイスであり，カーソルを移動しアイコンを選択することができるようになる．
デスクトップパソコンにおけるポインティングデバイスの中で事実上の標準となっ
ているのが 1960年代にエンゲルバートによって発明されたマウスである．ユーザ
はマウスを平らな場所で移動させることで移動距離に比例してカーソルを移動す
ることが可能になる．似ているポインティングデバイスとして，ボールを回転さ
せることでカーソルを移動するトラックボールがある．マウスは何十年もの間利
用されてきたが，ラップトップ，スマートフォンなど外出先で利用されるようなデ
バイスの普及が進んだことにより，平らな場所がないと利用できないマウスの代
替としてタッチパネルといったポインティングデバイスが利用されるようになっ
た．昨今ではスマートウォッチ，ヘッドマウントディスプレイなど新たなデバイ
スの普及が進んでおり，そのようなデバイス上で効率的に選択操作を行えるイン
タフェースが必要になっている．
モバイル環境や手元にマウスがない場合 (HMD型 VRなど)でのポインティン

グ操作を容易にするアプローチとしてインタフェースを空間に拡張することや動
きを阻害しないような動作を入力として用いることが挙げられる．例として，ハ
ンドトラッキングを用いる手法 [4]，アイトラッキングを用いる手法 [54, 36, 11]，
ヘッドトラッキングを用いる手法 [85, 64, 83]，脳波を用いる手法 [45]，靴を用い
る手法 [30]，指先のトラッキングを用いた手法 [29, 16], シルエットを用いた手法
[70], 腕のトラッキングを用いた手法 [41, 87]などがある．

2.4 関連研究と比べた提案手法の利点
関連研究と比較し本研究は以下のような利点がある.

• 手首に装着したデバイスを用いるためウェアラブルでない動作推定手法に比
べ,携帯性に優れるとともに，ユーザが努力せずとも手を継続的に視野に収
めることが可能である．
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• 小型の単眼カメラを用いるため特別なセンサが不必要であり，既存のスマー
トウォッチの内蔵カメラを活用することも考えられるため実装コストが低い．

• 人々はアクセサリとして腕時計を普段から身につけているとともに，スマー
トウォッチも普及してきているため，手首にデバイスを装着することに対す
る抵抗感が少なく，身につけやすい．

• 既存手法で問題となっていたセマンティックセグメンテーションやオプティ
カルフローの計算コストの問題を蒸留を使うことで解決した．
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第3章 提案手法

この研究は腕輪型デバイスに設置したカメラから得られる映像からマウス操作
を可能にすることを目的としている．目的を達成するため手首にマウントし手の
甲を撮影可能なカメラを 3Dプリンタと小型 RGBカメラボードを用いて製作し，
製作したデバイスから得られる映像からポインタの動き，クリック操作を予測す
るシステムを設計した．

3.1 ハードウェア
手首にマウントしたカメラから手の甲全体を撮影するため，小型の広角RGBカ

メラを搭載したボード (FHD01M-L170-JP)を使用した (FOV170度)．このカメラ
から得られる 640x480の映像を 224x224にクロップして使用している．カメラマ
ウントを図 3.1のように 3Dプリンタを用いて製作し，ネジでカメラボードを固定
した．このときカメラマウントは手の表面から 8mm離れた位置にレンズを配置す
るとともに，12度傾けることで手の根本まで撮影可能にしている．手首への固定
はカメラマウントに縫い付けたベルクロテープを用いて行う．このデバイスを手
首に装着した場合に得られる画像を図 3.2に示す．

3.2 データセットの作成
3.2.1 データ収集
マウス動作推定ネットワークの学習のためのクリックジェスチャの分類ラベル，

マウス動作の回帰ラベルを得るため 6人の被験者からデータを収集した．データ
収集では被験者の属性データ (性別，利き手)に加え，デバイスから得られる映像
とジェスチャラベル，ポインタの座標を一つにまとめたデータを１フレームとし
て時系列順に 20fpsで保存する．一人に付き約 10000フレームのデータを保存し，
被験者 6名 (男性 5名，女性 1名)で合計約 60000フレームのデータを得た．
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図 3.1: 実験に用いるデバイス

図 3.2: デバイスから得られる映像

3.2.2 データ形式
クリックジェスチャのラベル
データセットのクリック分類ラベルについて，観察よりクリックボタンを離し

てから約 2, 3, 4フレーム後で手の甲に変化が起こることが見て取れた．そのため
学習時にはクリックボタンを離したフレーム (図 3.4では t0，図 3.5では t3)から
2,3,4フレーム目をクリックラベルとしている．右クリックラベルとオプティカル
フローに関して対応の例を図 3.5に，左クリックラベルとオプティカルフローに関
して対応の例を図 3.4に示す．ここで画像は 20fpsのサンプリング間隔で撮影して
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いる．OpticalFlowの視覚化にはBakerらが提案した手法 [6]を使用している．視
覚化に使用されている色相環を図 3.3に示す．ラベルの番号はそれぞれ以下を意味
している．

0. ジェスチャなし

1. 左クリック

2. 右クリック

画像から右クリックの場合は中指の腱に沿った顕著な変化が，左クリックの場合
は中指の腱に沿った右クリックより淡い変化に加えて広範囲の淡い変化が起こっ
ている．

図 3.3: OpticalFlowの視覚化に使用した色相環

図 3.4: データセットのラベルとオプティカルフローの対応（左クリック)

ポインタ操作のラベル
画面上のポインタ座標を [x, y]の形で保存している．
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図 3.5: データセットのラベルとオプティカルフローの対応（右クリック）

3.2.3 収集方法
データ収集は図 3.6のGUIを用いて行った．被験者はデバイスを装着した状態

で画面上をランダムに動くボタンを順にクリックしていく．システム上ではデバ
イスが撮影した画像とラベルがフレームとしてまとめられ，時系列順に保存され
るようになっている．被験者は左クリックでボタンをクリックしていく 1分間の
セクションを 5回，同様に右クリックで行うセクションを 5回行い，１人につき合
計で 10分間のデータ収集を行った．ここで被験者は 1セクションにつき 80 ∼ 100

回程度のクリックを行った．そのため一人につき左クリック，右クリックそれぞ
れに関して 400 ∼ 500回程度のデータを収集できた．

図 3.6: データ収集する際のGUI
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3.3 ソフトウェアアーキテクチャ
提案するシステムはデバイスから得られるRGB映像を以下のように処理し出力

を得る．モデルの概形を図 3.7に示す．

1. データの前処理

• ハンドセグメンテーション - セマンティックセグメンテーションによ
りRGB画像から手の領域のみを抽出する．

• モーションのエンコード -ネットワークに入力するためのOptical Flow

をハンドセグメンテーションをして得られた画像から生成する．

2. マウス動作推定ネットワーク - 学習時は生成したOpticalFlowを時系列順に
2枚ずつ入力とし，クリックジェスチャの推定を行う．推論時はデバイスか
ら得られるRGB映像を用いる．

図 3.7: ネットワークのアーキテクチャ

3.3.1 データの前処理
ハンドセグメンテーション
画像から動作推定を行う際に背景によるノイズが入らないようハンドセグメン

テーションを行う．セマンティックセグメンテーションを行うアルゴリズムの中で
FastSCNN[61]を利用した．3.2節の方法でデータ収集した画像データから手動で
設定した色の閾値により二値化するとともに輪郭収縮 (Contour Erosion)処理を施
すことでラベルを生成した．データ拡張として明るさや色相を変化させることで，
最終的に 100000の学習用データを得た．損失関数としてDiceLoss，学習率 0.0001

で設定し学習した結果，テスト用データセットで IoU:0.9912の結果を得た．デバ
イスから得た画像とその画像にセグメンテーションを適用した例を図 3.8に示す．
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図 3.8: セグメンテーションを適用する前と後の画像

モーションのエンコード
マウス動作推定ネットワークとして動画認識で用いられる 2-stream network[72]

を参考に隣接フレームの動作がエンコードされた画像（eg. オプティカルフロー）
を入力として使用した．動作をエンコードするアルゴリズムとして TV-L1 Opti-

calFlow[66](図 3.9)やOpisthenar[90]で用いられたmodified MHI(Motion History

Image:図 3.10)といった手法がある．OpticalFlowの視覚化にはBakerら [6]によっ
て提案された色相環を利用している．ハンドセグメンテーション処理をした画像に
OpticalFlowやMHIのアルゴリズムを適用して生成した画像を入力としてCNNL-

STM（タイムステップ 2）を学習した結果をホールドアウト検証で比較し，精度
の良いTVl1 OpticalFlowをMotion Flowの入力として利用することにした．ここ
で画像のエンコーダとしてResnet18を利用している．比較した結果を表 3.1に示
す．このとき，指標として F1スコア（4章で後述する式 4.2）を用いた．

表 3.1: モーションエンコーディングによる精度の違い
入力 F1スコア

TVL1 OpticalFlow 0.8195

Motion History Image 0.7167

3.3.2 マウス動作推定ネットワーク:ClickNet

マウス動作推定ネットワークとして連続した画像からクリックジェスチャの推
定を行うエンコーダデコーダネットワークを設計した．入力として 3.3.1で述べた
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図 3.9: TVL1 オプティカルフロー [66]

図 3.10: モーションヒストリーイメージ [90]

連続したモーションをエンコードした画像 2枚を用いる．本研究では入力からク
リックジェスチャ（左右のボタンを押す動作）のラベルを予測するネットワーク
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を学習させた．このアーキテクチャの概形を 3.7に示す．
まず，入力を OpticalFlowのみ，セグメンテーションを適用した RGB画像の

み，両者の 2ストリームにした場合の違いでホールドアウト検証を行い，入力を
OpticalFlowのみ (MotionFlowのみ)にすることを選択した．検証した結果を表 3.2

に示す．入力が複数の場合は図 3.7のモデルを並列に並べ，最後にFC層で結果を
結合したモデルを使用して学習している．結果から入力を 2種類にした場合と比べ
て入力をOpticalFlowのみとした場合の精度が高くなっている．次にCNNLSTM

の画像エンコーダとして，ResNet18[28]とモバイルデバイス向けに設計されている
MobileNetV3[31]でホールドアウト検証を行い，MobileNetV3-SmallにLSTMを組
み合わせたアーキテクチャを選択した．比較した結果を表 3.3に示す．ResNet18

はMobileNetV3と比較してパラメータ数が多いため，このタスクでは過学習を起
こしやすいと考えている．ここで指標としてF1スコア（4章で後述する式 4.2）を
用いた．3DCNNは計算コストの面でモバイルデバイス上でリアルタイムで推論を
行うことが難しいため比較の対象にしていない．それと比較してCNNLSTMはモ
デルサイズが小さくすむため，モバイルデバイスに適していると考えた．

表 3.2: 入力を変えた場合の精度の違い
入力 F1スコア

OpticalFlowのみ 0.8195

RGB画像のみ 0.6779

OpticalFlow + RGB画像 0.8143

表 3.3: エンコーダによる精度の違い
エンコーダ F1スコア
Resnet18 0.8195

MobileNetV3-Small 0.8542

3.3.3 MARS[14]による推論の高速化
ClickNetを用いてリアルタイムで推論する場合の課題としてTVL1 OpticalFlow

の推論コストの高さが挙げられる．MARS[14]は OpticalFlowで学習したネット
ワークが持つ情報を元の RGB画像を入力とするネットワークに蒸留することで
TwoStreamネットワークにおけるMotionFlowの推論コストを下げる手法である．
具体的な学習方法を図 3.11に示す．この手法を用いることにより，セマンティック
セグメンテーション (GPUで平均 0.00491秒)やOpticalFlow(GPUで平均 0.08361

秒)の計算が不要になり，一回の推論にかかる時間を平均0.09373秒から平均0.00521

秒まで減らすことができ，約 18倍の高速化ができた．
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図 3.11: MARS[14]を用いたRGBストリームへの蒸留方法
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第4章 実験・評価

本章ではClickNetについて行った評価実験の方法と結果，そしてMARSを適用
した結果について述べる．

4.1 ClickNetの評価
4.1.1 実行環境
モデルの訓練，評価は NVIDIA GTX1060，Intel Core i7 7700を搭載したコン
ピュータ上で行った．

4.1.2 ClickNetの実装
前章で提案したClickNetをPytorch1を用いて実装した．クラスの不均衡 (図 4.1)

に対処するためクリック分類の損失関数としてClass Balanced Focal Loss[15]を用
いた（β=0.999, γ=2.0）．Class Balanced Focal Lossを式 4.1に示す．最適化アル
ゴリズムとしてはAdam[46]を用いている.学習率は初期値 0.00001からスケジュー
ラとして Pytorch組み込みの ReduceLRonPlateau(patience = 2)のアルゴリズム
を利用して学習率減衰させている．最後にデータ拡張としてデバイスの傾きを考
慮するため，画像に回転（-10度, -5度，5度，10度）を加えたものをデータセッ
トに加えている．データ拡張による精度の違いをホールドアウト検証した結果を
表 4.1に示す．

表 4.1: データ拡張による精度の違い
F1スコア

データ拡張なし 0.8542

データ拡張あり 0.8839

CBfocal(p, y) =
1− β

1− βny

C∑
i=1

(1− pti)
γ log (pti) (4.1)

1https://pytorch.org/
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図 4.1: ラベルの分布

4.1.3 評価方法
以下の 2種類の検証を行い，モデルの評価を行う．クリックジェスチャ分類の
評価指標として F1スコアを用いた．計算式を式 4.2に示す．

• 全体のデータセットでのホールドアウト検証：全体のデータをを訓練用デー
タとテスト用データに分けて学習させ，学習結果を確認することで全体の
データにおける精度を確認する．

• 個人データでのホールドアウト検証：一人のデータを訓練用データとテスト
用データに分け，個人のデータにおける精度を確認するとともに，どのよう
な要素が精度に影響を及ぼしているかを考察する．

• Leave-One-Out検証：一人のデータをValidation用のデータとして残し，他
のデータを訓練データとして用いることで，未知のデータでも予測可能なモ
デルになっているかどうかを確認する．

Precision =
TP

TP + FP

Recall =
TP

TP + FN

F1Score =
2 ∗ Precision ∗Recall

Precision+Recall
(4.2)

4.1.4 評価結果
それぞれの評価方法を用いて学習させた場合の平均精度を表 4.2に示す．
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表 4.2: それぞれの評価方法での平均精度
評価方法 F1スコア
全データ 0.88390

個人データ 0.86788

Leave-One-Out 0.56054

全体データでの学習結果
全体のデータでホールドアウト検証を行った結果，F1スコアは 0.88389になっ

た．予測結果の混合行列を図 4.2に示す．

図 4.2: 全体のデータで学習を行った場合の混合行列

個人データでの学習結果
個人データでホールドアウト検証を行った結果，平均F1スコアは 0.86788となっ
た．それぞれのモデルの推論精度を表として表 4.3に，予測結果を混合行列として
図 4.3に示す．

Leave-One-Out検証の結果
Leave-One-Out検証を行った結果，平均 F1スコアは 0.56054となった．それぞ
れのモデルの推論精度を表として表 4.4に，予測結果を混合行列として図 4.4に示
す．この結果は，全体データの場合と個人データの場合の結果と比べて低い精度
となっており，過学習が原因として考えられる．
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表 4.3: 被験者による精度の違い
被験者 F1スコア
female1 0.91957

male1 0.86524

male2 0.87712

male3 0.87663

male4 0.82272

male5 0.84602

図 4.3: 被験者それぞれのデータで学習を行った場合の混合行列

4.1.5 考察
ClickNetに対して 3種類の評価を行った結果，以下のような学びを得た．

データ拡張
データ拡張を行ったことにより F1スコアで 0.03もの差が出た．ウェアラブル

デバイスを用いたシステムにおいて，使用中のデバイスのずれや傾きの変化，ユー
ザによるデバイスの付け方などによる画像の変化が大きく，データ拡張によりそ
のような変化に対応しやすくなったと考えられる．
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表 4.4: Leave-One-Out検証の結果
被験者 (テストデータ) F1スコア

female1 0.71990

male1 0.71620

male2 0.46220

male3 0.49120

male4 0.52110

male5 0.62920

図 4.4: Leave-One-Outで学習させた場合の混合行列

Noisy Labelでの学習
精度は全体のデータを用いた場合で 0.88となった．混合行列より左クリックラ

ベルと右クリックラベル間の識別は高精度にできているが，ジェスチャなしラベ
ルとクリックラベル間の識別が上手くできていないことが見て取れる．この理由
としてラベルがNoisyであることが挙げられる．クリック後 2,3,4フレーム後で決
め打ちしてクリックラベルを付けているため，図 3.4，図 3.5のようにジェスチャ
なしラベルでクリックと同じ変化，ジェスチャありラベルで変化が起きていない
場合があり，それを理由として誤った予測が出ている可能性がある．

精度が変わる要素
精度が良くなる要素として，ユーザの手がやせ型かどうかがあると考えられる．

最も精度の高い female1(図 4.5)のようにやせ型の場合，腱の動きが顕著に観測可
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能になるため，OpticalFlowで観測しやすくなる．精度が低くなる場合として焦点
距離よりも手の位置が近くぼやけてしまう場合が挙げられる．例を図 4.6に示す．
この例では，手の位置がカメラに近くぼやけてしまっているためOpticalFlowに
も全体的な淡い変化が起きてしまっている．

図 4.5: 精度が高い例 (female1))

図 4.6: 精度が低い例 (male4))

未知のデータの予測
Leave-One-Out検証では全体データと個人データで検証した場合と比べ平均F1

スコア 0.56と大幅に低い値となった．この理由としてデータセットの網羅性の低
さが挙げられる．6人から取ったデータセットで 5人を訓練データとして 1人をテ
ストデータとして学習しているため，手の形やクセなどの知識が十分に得られて
いなかったと考えられる．

4.2 MARSによって軽量化したモデルの評価
4.2.1 MARSの実装
3.3.3項で説明したMARSを pytorchを用いて実装，学習させた．ここでMARS

を学習させる際の損失関数はMARSの論文を参考に式 4.3(α = 0.01)を用いてい
る．MSEを式 4.4に示す．式 4.3中の αは FC層の出力から計算するMSEと分類
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問題の損失関数のオーダーを近づけるためのハイパーパラメータであり，分類の損
失関数として用いたClassBalancedLossのオーダーがMSEより小さいため，0.0001
とおいている．

LossMARS = Lossclassification + αLossfc

= CBfocal(p, y) + αMSE(fcstudent, fcteacher)
(4.3)

MSE(ŷ, y) =
1

n

n∑
i+1

(ŷi − yi)
2 (4.4)

4.2.2 評価方法
全てのデータを訓練データとテストデータに分けてホールドアウト検証を行っ

た．評価指標として F1スコアを用いた．(式 4.2)．

4.2.3 評価結果
システムの精度，推論速度について，ClickNet，ClickNet(MARSを適用)，元の

RGB画像を入力としたモデルの3つで比較を行った結果を表4.5に示す．MARSで
学習したモデルでジェスチャ分類を行った結果の混合行列を図 4.7に示す．MARS

の評価より 3DCNNだけでなく，CNNLSTMにおいてもMARSは有効な蒸留方法
であり，さらにマスク処理を施した画像から生成したOpticalFlowを用いていて
も精度をあまり犠牲にすることなく蒸留可能であることが分かる．さらにMARS

の論文ではグリッドサーチにより αの値を決めていたため，αの値の調整をすれ
ばもう少し精度が上がる可能性がある．

表 4.5: ClickNetにMARSを適用した場合としていない場合の比較
モデル 入力画像 推論速度 (秒) F1スコア
元画像 (RGB)を入力としたモデル RGB 0.00555 0.82980

ClickNet(OpticalFLow) OpticalFlow 0.09373 0.88390

ClickNet(MARS) RGB 0.00555 0.87307
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図 4.7: ClickNetにMARSを適用した場合の混合行列
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第5章 おわりに

5.1 今後の展望
ラベル付けの精度
PC側でクリックが検知されたフレームから 2,3,4フレーム目を決め打ちしてク

リックラベルにしているため，手の甲に変化が起こるタイミングが少しずれてい
たりすると，変化が起こっていないにもかかわらずクリックラベルになっている
フレーム，変化が起こっているのにもかかわらずクリックラベルになっていない
フレームが存在し得る．それが理由として，誤検知が増加してしまっている可能
背がある．このようなNoisy Labelは機械学習では大きな課題となっており，広く
研究が進められているためNoisy Labelに対応できるような学習方法を導入するの
は一つの解決策だと考えている．他にも，手間がかかるが手作業でラベル付けを
行うことでも解決できる可能性がある．

個人差 (手の形，クセなど)

個人データでの検証により，人により認識精度にムラがあることが分かった．手
の形，クセなどいろいろなファクターが考えられるが，一番大きな要因になって
いそうなのは，手の甲にある腱が観測可能であるかどうかである．やせ型の場合，
腱がカメラから顕著に観測可能であり，精度が高くなる傾向にある．FlowNet[22]

やPWC-Net[77]などより高精度に動作をエンコード可能なシステムの利用などが
方法としてあると考えている．

未知のデータの予測
LeaveOneOut検証では，過学習が起きたためテストデータで大幅に低い精度に

なった．学習データにテストデータに適用し得る情報が含まれていなかったとい
える．6人のみのデータを用いた検証であったため，データセットにおいて手の
形やクセなどの網羅性が低く，テストデータに対応しきれなかったと考えられる．
混合行列をみると全く学習していないわけではなく，ある程度学習しようとして
いる傾向もあるためデータセットを増やしていけば対応できそうであると考えて
いる．
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マウスのポインタ操作
本稿ではクリックジェスチャのみに焦点を当て，ポインタ操作について検証は

行わなかった．しかし，マウス操作においてクリックジェスチャに加えポインタ
操作は重要であり，マウスを実現するためにはこれを可能にする必要がある．方
法としてはスマートウォッチに組み込まれることの多い IMU(慣性センサ)といっ
たセンサを利用したマルチモダルネットワークなどが考えられる．

5.2 まとめ
本稿では手首に身に付けたデバイスから得られる画像を用いてクリックジェス

チャを予測する手法を提案した．
データ収集とラベル付けを行い，設計したモデルを学習させた．モデルに対して

3種類の評価を行い，全体のデータでは F1スコア 0.88390，個人データでは F1ス
コア 0.86788を達成した．しかし，データセットの網羅性やNoisyラベルにより，
精度が出ない場合もあることが分かった．
さらに，OpticalFlowの計算コストという問題もあり，この点に関してMARS

のテクニックを用いた蒸留を行った．学習させ評価を行った結果，精度の減少が
あったが推論速度を 0.08818秒削減でき，1フレーム毎の推論速度を 0.00555秒ま
で減らすことができた．
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